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Abstract 

There are several factors that can be an active part in learning process in the educational field that seem to be analyzed vertically, without having a 
multidimensional vision. In learning context an important factor is the motivation which in turn depends on different scenarios. In scientific research, 

the use of artificial intelligence systems and in particular of machine learning is becoming more and more widespread in order to support data 

complex analyzes. This study analyzes what are the methods of approach in observation and quantification, laying the foundations for applying these 
methodologies to experimental research. 

Esistono diversi fattori che possono essere parte attiva nell’apprendimento in ambito educativo che sembra siano analizzati in maniera verticale, senza 

che se ne abbia una visione multidimensionale. In ambito di apprendimento un fattore importante è la motivazione che dipende a sua volta è in 

relazione a diverse componenti.  In ambito di ricerca scientifica si sta diffondendo sempre di più l’utilizzo di sistemi di Intelligenza artificiale ed in 

particolare di machine learning per poter supportare analisi complesse. Questo studio fa un’analisi di quali siano i metodi di approccio 

nell’osservazione e nella quantificazione, ponendo le basi per poter applicare tali metodologie alla ricerca sperimentale. 
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Introduzione 

In letteratura esistono molte evidenze che tentano di riassumere il rendimento scolastico come prodotto di una serie 

di capacità, o abilità misurabili, interdipendenti. 

L’intelligenza generale (g), per esempio, influenza il rendimento complessivo degli studenti (Kuncel, Hezlett e Ones, 

2004) perché rappresenta un insieme di fattori specifici (Thurstone, 1938; Guilford, 1959; Carroll, 1993). Quindi, procedendo 

con questa linea teorica, basterebbe misurare e rendere più efficienti queste componenti per ottenere risultati accademici 

migliori. Eppure spesso migliori capacità mnemoniche, verbali, numeriche - per citarne alcune - non sono associate a migliori 

prestazioni scolastiche (Sandri & Brazzolotto, 2017). 

Sembrerebbe che le differenze individuali degli studenti in materia di abilità e competenze non riescano a riassumere 

completamente la differenza di rendimento allora ci si interroga su quale dimensione, presa singolarmente, possa contribuire 

in modo importante nell’apprendimento in un contesto scolastico. 

La motivazione risulta essere il costrutto più fortemente correlato al rendimento scolastico (Grabe, Latta, 1981) 

perché influenza direttamente l’impegno e la persistenza accademica; mantenendo una coerenza nel tempo tale che: 

rilevazioni di motivazione e impegno accademici generali precedenti riescono a prevedere, significativamente, la motivazione 

e l’impegno futuri e in tempo reale (Martin, Mansour & Malmberg, 2019). 

 

1 La motivazione intrinseca in contesto formativo 

La teoria, e gli studi empirici, indicano come sia la motivazione intrinseca a promuovere un coinvolgimento 

profondo e a permettere di aumentare i risultati accademici in misura significativamente maggiore rispetto al concentrarsi 

esclusivamente sul promuovere un coinvolgimento comportamentale (Froiland & Worrell, 2016). 

Inoltre, gli studenti intrinsecamente motivati e profondamente coinvolti nelle situazioni di apprendimento ottengono 

risultati migliori e hanno maggiori probabilità di associare emozioni positive all’esperienza accademica (Ryan & Deci, 2000). 

Gottfried (1990) in due studi, uno longitudinale e uno trasversale, ha sottolineato come per i bambini delle scuole 

elementari la motivazione intrinseca è inversamente correlata all’ansia e positivamente correlata al rendimento e alla 

percezione di competenza. 

Se gli atteggiamenti, i comportamenti e il successo accademico degli studenti sono il prodotto della loro motivazione 

intrinseca all’apprendimento (Reeve, 2002); è anche vero che la motivazione rappresenta un continuum che va 

dall’amotivazione alla motivazione intrinseca (Ryan & Deci, 2000) e di conseguenza ogni studente può passare allo “step 

successivo” attraverso gli strumenti giusti: «uno studente amotivato non sarebbe interessato a completare i compiti, quindi 

l'implementazione di un sistema di ricompensa contingente potrebbe aiutare lo studente a passare dall'amotivazione alla 

regolazione estrinseca, in modo tale da studiare abbastanza duramente per ottenere i premi o evitare conseguenze negative » 

(Froiland, Oros, Smith & Hirchert, 2012).  

Se la differenza di rendimento, quindi, può essere spiegata come differenza di motivazione tale per cui uno studente 

amotivato si impegnerà e persisterà meno di uno studente motivato (Grabe, Latta, 1981) allora un’ambiente di apprendimento 

che riesca a favorire e promuovere la motivazione intrinseca si tradurrà in un contesto formativo più efficace. 

 

2 Il digitale come ambiente capace di aumentare la motivazione 

Motivare gli studenti non è semplice e il solo sforzo degli insegnanti ed educatori non risulta efficace (Brophy, 

2008). 

Seguendo la trattazione teorica dell'autodeterminazione, tutte le persone sono spinte alla soddisfazione di tre bisogni 

psicologici intrinseci: Competenza, relazioni significative e autonomia. La soddisfazione di questi bisogni promuove la 

motivazione intrinseca (Deci, Vallerand, Pelletier & Ryan, 1991). 



Ogni studente, di conseguenza, sentirà il bisogno di acquisire maggiore competenza nella materia di studio, 

instaurare relazioni significative nell’ambiente di apprendimento (Guay, Stupnisky, Boivin, Japel & Dionne, 2019) e 

sviluppare autonomia nell’avviare e gestire le proprie azioni. 

Inoltre, seguendo il costrutto della Self-Regulation (Latham & Locke, 1991), lo studente non tenterà solo di definire 

degli obiettivi di apprendimento ma sarà alla continua ricerca di feedback in relazione agli obiettivi stessi (Lenne & Mann, 

2020). 

L'uso di ambienti digitali, e metodologie di E-learning, influenza le prestazioni cognitive e la motivazione: gli 

studenti che apprendono online sono più sicuri delle proprie capacità e più motivati ad apprendere (Tigowati Tigowati, Agus 

Efendi, Cucuk Budiyanto, 2017). 

Miyoshi (Miyoshi et al. 2012), in linea con quanto detto, ha posto l’accento sulle differenze tra l’apprendimento in 

ambiente tradizionale e digitale sottolineando come quest’ultimo: 

1. Limita i problemi: permette di abbattere le barriere dello spazio e del tempo lasciando allo 

studente più autonomia. 

2. Accresce le risorse di rete: ogni studente, con la sola connessione internet, è capace di acquisire 

una quantità illimitata di informazioni su qualsiasi argomento aumentando così la propria competenza. 

L'apprendimento tradizionale mantiene la sua efficacia negli insegnamenti che richiedono lavoro pratico e di squadra 

(Lin & Chen, 2017) mostrandosi più funzionale a soddisfare il bisogno di relazioni. 

Quindi, se, come dimostrato, L'apprendimento digitale mostra effetti positivi migliori sulla motivazione rispetto 

all'insegnamento tradizionale (Lin & Chen, 2017) è anche vero che una crasi tra E-learning e apprendimento tradizionale 

permette allo studente di ottenere non solo prestazioni accademiche migliori ma anche di vivere un’esperienza scolastica più 

appagante (Tayebinik & Puteh, 2013). 

Vista la sua natura multifattoriale, la ricerca necessita di avvalersi di nuove metodologie per studiare, raccogliere dati 

e fornire previsioni sul rendimento scolastico degli studenti (Tanjung & Utomo, 2021). Per esempio, l'educazione 4.0 prevede 

che il processo di istruzione sia assistito dall'intelligenza artificiale con sensori intelligenti e dispositivi indossabili per 

l'apprendimento autoregolato, promuovendo learning analytics e algoritmi di machine learning per avere previsioni più 

efficaci (Ciolacu, Tehrani, Binder, Mugur Svasta, 2018). 

 

3 Profili motivazionali per la previsione dell’apprendimento  

L'ambiente di apprendimento non è tutto perché l’insegnante, le convinzioni degli studenti (Mary Hanrahan, 2007), 

le prestazioni autovalutate, l'assenteismo in classe, il comportamento di cittadinanza organizzativa, l'intenzione di lasciare 

l'università, la soddisfazione per la struttura scolastica (Schmitt, Oswald, Kim, Imus, Merritt, Friede & Shivpuri, 2007) e la 

componente emotiva (Putwain, Daly, 2013) come per esempio l’ansia sono solo alcuni dei fattori capaci di incidere, 

significativamente, sulla motivazione dello studente.
 

Controllare, separare o ridurre queste variabili potrebbe voler dire non guardare il quadro completo (Fong & Kim, 

2021) quando la complessità e l’estensione dell’argomento richiederebbero un approccio multifattoriale e integrato. 

La letteratura ci suggerisce che Il modo migliore per derivare previsioni è un approccio centrato sulla persona che 

mira a identificare profili, utilizzando la cluster analysis (Vansteenkiste, Sierens, Soenens, Luyckx & Lens, 2009). 

Quindi se volessimo effettuare previsioni sui risultati di un comportamento complesso, come l’apprendimento, 

fortemente influenzato dalla motivazione, non potremmo prescindere dall’identificazione di profili motivazionali (Valle, 

Núñez, Cabanach, Rodriguez, Rosario & Inglés, 2013) per comprendere in quale spazio del continuum di motivazione si trova 

lo studente e guidare così gli interventi con strumenti adeguati a dargli modo di progredire. 



A livello individuale, l'analisi predittiva aiuta a identificare gli individui in crisi per intervenire con supporto 

emotivo, risorse psicoeducative e strategie di miglioramento. A livello di popolazione, gli algoritmi possono identificare i 

gruppi a rischio, o particolarmente dotati, che aiutano a informare la mobilitazione delle risorse, la riforma delle politiche e gli 

sforzi accademici. 

Lo scopo di questo studio è provare a è rendere esplicita l’equazione: 

 

Analisi più accurata = interventi più mirati 

Il problema è che con i Big data e le numerose variabili da considerare, la cluster analysis risulta troppo complessa 

per la mente umana anche quando supportata da strumenti statistici efficaci (Musacchio, Guaita, Ozzello, Pellegrini, Ponzani, 

Zilich, De Micheli, 2018). 

Senza sottovalutare il fatto che gli studi passati, nella maggior parte dei casi, sono stati condotti con metodi statistici 

di base come semplici confronti di medie, percentuali e calcoli di coefficienti di correlazione che spostano il focus sui limiti di 

tali ricerche (Meleddu & Scalas, 2009). 

L'intelligenza artificiale potrebbe rappresentare non più una valida alternativa ma la naturale evoluzione dell’analisi 

statistica. Gli studi hanno mostrato come un’integrazione tra AI e analisi predittiva risulti la più efficace soluzione 

nell'ottimizzazione dei dati e il rilevamento delle anomalie (Paul, Sadath, Madana, 2021).  

 

4 L’utilizzo dell’AI nell’identificazione di profili motivazionali e nella previsione di comportamenti complessi 

Nell'analisi dati utilizziamo una branca dell’AI denominata Machine Learning (ML).  

«Il ML è un ramo in evoluzione di algoritmi computazionali progettati per emulare l'intelligenza umana imparando 

dall'ambiente circostante. Sono considerati il cavallo di battaglia nella nuova era dei cosiddetti big data» (El Naqa, Murphy, 

2015). 

Nella programmazione tradizionale troviamo dei Data (in input), una o più funzioni e l’obiettivo è ottenere degli 

output specifici. Il compito del programmatore risiede nel dover impostare le funzioni per far agire la macchina sui dati e 

ottenere i risultati desiderati. 

y = f(x) 

Lo scopo è ottenere “y” 

Nel machine learning abbiamo a disposizione i dati, sappiamo quali sono i risultati da ottenere ma non conosciamo 

la funzione che è in grado di legarli. L’algoritmo confronterà i dati e gli output fino a quando non sarà capace di estrapolare la 

funzione capace di elaborare gli elementi in input per produrre quegli output specifici. 

y = f(x) 

Lo scopo è trovare “f” 

In questo modo possiamo risolvere due tipi di problemi: regressione e classificazione. 

Nella regressione gli input e gli output sono continui. Nella classificazione, di contro, sia gli input che gli output 

sono discreti. 

L’aspetto più importante nel ML è quello di poter dividere il dataset in due parti: una di allenamento e l’altra di test. 

Questo permette di valutare l’efficacia di previsione dell’algoritmo e generalizzare la funzione (Zhang, 2010). 

Il ML presenta vantaggi significativi rispetto alle analisi statistiche tradizionali perché identifica il modello più 

efficace per un dato set di dati ed è più adatto a elaborare combinazioni di dati complesse in relazione al numero e al tipo di 



variabili. Tuttavia, le strategie di ML richiedono quantità di dati più grandi rispetto alle analisi tradizionali (El Naqa, Murphy, 

2015). 

«Il clustering è un metodo fondamentale di analisi dei dati. È ampiamente utilizzato per il riconoscimento di 

modelli, l'estrazione di caratteristiche, la quantizzazione vettoriale (VQ), la segmentazione dell'immagine, l'approssimazione 

delle funzioni e il data mining. Come tecnica di classificazione non supervisionata, il clustering identifica alcune strutture 

intrinseche presenti in un insieme di oggetti sulla base di una misura di similarità» (Du, 2010). 

Utilizzare una rete neurale, capace di ottimizzare il processo di clustering, ci permette quindi di considerare un 

numero di variabili maggiore, oltre che il modo in cui queste variabili interagiscono, e avere analisi più accurate e dettagliate 

per guidare gli interventi. Un ulteriore vantaggio nell’uso del ML è la sua flessibilità: un algoritmo, una volta creato, può 

essere aggiornato con nuovi dati e adattarsi all’evoluzione del singolo individuo. 

La ricerca si sta già muovendo in questa direzione dimostrando l’efficacia del ML nell’identificazione di profili 

motivazionali legati all’apprendimento e non solo. 

Sharma et al. (2020) hanno dimostrato l’efficacia del metodo utilizzando la motivazione come predittore, 

l'apprendimento come risultato e il comportamento dello sguardo come variabile di mediazione. Dimostrando che il ML si 

conferma un metodo efficiente ed efficace nell’identificazione di profili altamente predittivi e capaci di migliorare il processo 

di apprendimento. 

La necessità di implementare il ML all’interno della ricerca emerge quando ci rendiamo conto che il suo utilizzo può 

essere esteso anche alla psicologia clinica e nella previsione di comportamenti complessi come per esempio il suicidio 

(Fonseka, Bhat, Kennedy, 2019). 

 

Conclusioni 

Considerare la motivazione come misura di base in comportamenti complessi come l’apprendimento, il suicidio e 

l’attenzione profonda fa riflettere su quanto sia importante questo costrutto. I limiti delle analisi statistiche tradizionali hanno 

imposto ai ricercatori la necessità, per costi e tempo richiesti, di studiare la motivazione in relazione ad un particolare 

fenomeno (es. Impegno, persistenza). 

La letteratura supporta l’ipotesi che le moderne tecnologie, ed in particolare l’Intelligenza Artificiale, siano adatte 

per poter analizzare i dati avendo potenzialmente un risultato che tenga conto di tutti i fattori. 

Questo studio preliminare pone le basi per un lavoro futuro empirico nel quale ci si pone come obbiettivo quello di 

affrontare il tema senza tralasciare i vari fattori che lo compongono effettuando un’analisi multidimensionale. Per fare ciò si 

ipotizza l’utilizzo di sistemi di AI ed in particolare il Machine Learning utilizzando algoritmi di rete neurale 

nell’identificazione di profili motivazionali centrati sulla persona al fine di creare un sistema capace di fornire un supporto 

predittivo verticale sull’individuo. 
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